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[要旨]

近年、3Dモデリングは多くの産業で革新的な変化をもたらし、特にゲーム開発とビジネ
スの世界において著しく、企業はこの技術を利用して、製品のプロトタイピングからマーケ
ティングまで、多岐にわたるアプリケーションで新しい価値を創出している。例えゲーム開
発の分野では、開発者たちは没入感の高いゲーム環境を構築することに注力している。これ
はプレイヤーにリアルな体験を提供し、ゲーム世界に深く引き込むために不可欠である。し
かし、リアリティの追求は、高品質な 3Dモデルのテクスチャーを必要とし、これはしばし
ば膨大なコストと時間を要する作業となる。このような背景の中、深層学習を用いてテクス
チャーの自動生成を考え、研究を行う。しかし従来の研究では膨大なデータを使い、長時
間の学習段階をわたり、深層学習のモデルを学習させることで高品質な画像データを生成
する。
本研究では深層学習を用いたテクスチャーの自動生成を目的とする。ベースとする手法

FAMOSを利用して、テクスチャーを生成するが、検証段階においてそのまま利用できない
問題点があり、今回ベースとした手法にはコンテンツ画像とテンプレート画像二つの学習
データを収集し、前処理を行う。またコンテンツ画像の生成にある問題点を改善し、入力と
出力の部分を処理した学習データに適応し、学習を行う。生成された画像の評価については
アンケートを取り、獲得した点数を t検定を用いて、有意差を得る。
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[summary]

In recent years, 3D modeling has brought about innovative changes in many industries,

especially in the realms of game development and business. Companies are leveraging

this technology to create new value across a wide range of applications, from product

prototyping to marketing. In the field of game development, for instance, developers

are focusing on creating immersive game environments. This is essential for providing

players with a realistic experience and deeply engaging them in the game world. How-

ever, the pursuit of realism requires high-quality 3D model textures, which often entails

considerable cost and time.

Against this backdrop, there is consideration for using deep learning to automate

texture generation, conducting research in this area. Traditional studies have involved

using vast amounts of data and lengthy learning phases to train deep learning models

to generate high-quality image data.

This study aims to automate texture generation using deep learning, utilizing the

FAMOS method as a base for generating textures. However, there are issues that make

it unsuitable for direct use in the verification stage. The method we base our study

on involves collecting two types of learning data: content images and template images,

and performing preprocessing. Additionally, we address certain problems in generating

content images, adapting the input and output parts of the processed learning data for

training. The evaluation of the generated images will be conducted through surveys, and

the scores obtained will be analyzed using t-tests to determine significant differences.
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第 1 章

はじめに
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1.1 背景と目的
3Dモデルにおける 3Dテクスチャーの制作は複数の手順を含む詳細なプロセスである。一般的
な手順はコンセプトとリファレンスの収集、ベーステクスチャーや詳細テクスチャーの追加、UV

マッピング、シェーディングとマテリアル等々のステップを繰り返すことで、望むレベルのリアリ
ズムと質を実現するアートワークを作り上げる。プロジェクトの要求や目的によっては、さらに
専門的なテクニックや工程が加わることもある。それらの作業量は膨大であり、制作には時間や
コストなどもかかる。図 1.1でゲーム用いる 3Dモデルの実例を示す。この 3Dモデルのような近
年のゲームにおいて同じ 3Dモデルを使用し違う模様のモデルを利用しながら、ゲームに応用して
いることも多くなっている。ゲームにおける呼び方はスキンである。また GAME CREATORS

編集部の斉藤 [1] ではゲーム内でスキンを実装するメリットとしてはユーザーに新鮮な気持ちで
操作することができる。またゲームを続けるモチベーションになると論じた。しかしそれらを作
るのにテクスチャーの色デザインも考え直す必要があると考えられる。Suら [2]にも 3Dモデル
におけるテクスチャーの制作にはかなり時間がかかることを論じている。また小林 [3]は 3Dモデ
ルの制作を紹介した上で、金銭的コストもかかることが多くなる。そこに着目したのは UVテク
スチャー遡ると Edwinら [4]によって開発したテクスチャー座標であり、2次元ベクトル、また 3

次元ベクトルで示され、ベクトルの成分は多い場合 U,V,Wで示す。近年 UVマッピングも発展
し、この UVとはポリゴン、サブディビジョンサーフェスメッシュの頂点コンポーネント情報が
備わった 2次元のテクスチャーであり、つまり 3Dモデルの各頂点に対応する 2Dテクスチャーの
位置を定義するため使用する。UVテクスチャーを使用して、2Dテクスチャーを 3Dモデルの表
面に正確に配置することはできる。またこの利点としては詳細なテクスチャリングができる。UV

マッピングを使用すると、モデルの特定の部分に詳細なテクスチャーを適用することができる。
図 1.2は UV展開簡単の事例である。
そして本研究ではゲーム制作やその他の 3D グラフィックス関連領域での利用を想定し、3D

モデルのテクスチャー自動生成技術を着目した。2014 年に登場した敵対的生成ネットワーク
（GAN）[5] は、イアン・グッドフェローらにより 2014 に発表した「Generative Adversarial

Nets」では。GAN ではデータ生成に用いる生成器と生成されたデータの真偽を識別する識別器
の二つのニューラルネットワークで構成する生成モデルの一種である。図 1.3で GANのアーキ
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テクチャを示す。このフレームワークを基づき、DCGAN[6]、PGGAN[7]、StyleGAN[8]などの
ように様々な深層学習アルゴリズムが現れた。それらの先行研究では主に莫大なデータセットを
用いて、長時間の学習を経て見たことのない高品質な画像生成をすることが可能である。また画
像生成する以外にも Yaniv Taigmanら [9]が開発したスタイル移行または顔写真からイラストへ
の変換にできる GANがある。しかし、データセットが少ない場合ではこれらの手法は効果的で
はないと考えられる。多様なコンテンツ生成において注目を集め、特に StyleGAN[8]は人間の顔
の画像生成において顕著な成果を挙げているが、物体のテクスチャー生成についてはまだ十分に
は発展していない。
一方で、画像認識の領域では代表的な CNN(Convolutional Neural Network)[10]は深層学習の

一つ畳み込みニューラルネットワークのことであり、通常のニューラルネットワークと違い、全
結合層だけでなく、畳み込み層とプーリング層から構成するニューラルネットワークである。特
徴としては指定したフィルタと呼ばれる小領域を畳み込み、特徴量とするため、通常のニューラ
ルネットワークのように１ピクセルに対する特徴よりも、画像の傾向を知ることができる。代表
的には Karenら [11]が開発した VGGでは 16から 19の重み層を持つネットワークで大規模の
データを訓練した。それを GANモデルによって生成された画像の評価にも用いられている。ま
た Josephら [12]が開発した YOLOが医療分野でよく使われている。
そして、FCN(Fully Convolutional Network)[13]はこの問題を解決し、CNNよりは畳み込み
層の後に完全連結層を用い、分類のための固定長の特徴ベクトルを得るのに対して、FCN は任
意のサイズの入力を受け入れ、デコンボリューション層を用いて最後の畳み込み層の特徴テクス
チャーをアップサンプリングし、入力画像と同じサイズに復元し、各画素に対する予測値を生成
することが可能であるが、一部の位置情報はプーリング層で失われる可能性もある。U-netでは
各スケールことにエンコーダの特徴テクスチャーとデコーダの特徴テクスチャーに連結し、正し
く空間情報が保たれることができ、この問題を解決した。元々は医療画像処理を目的に開発した
が、現在では医療分野だけではなく、画像認識タスク全般において高いパフォーマンスを示して
いる。これらの技術を用いて高品質な画像を生成するためには、大規模な計算資源、長時間の処
理時間、そして大量のトレーニングデータが一般的に必要とする。さらに、3D モデルのテクス
チャー生成では、非周期性や独自性といった特性を要求するため、これらを含むテクスチャーの
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生成は、さらなる挑戦を意味する。
本研究では 3Dモデルの UVテクスチャーに対して、色付けの作業を効率化するため、Nikolay

ら [14]の既存手法を基づき、パーツの特徴が保たれたまま、スタイル変換を行う。また UVテク
スチャーの特性については山崎 [15]では、3Dモデルを UV展開し、配置した後、各面にその画
像を正確に貼り付けることができるの特性で、UVテクスチャーをスタイル変換することで、模
様だけを変える 3Dモデルの制作は可能となる。そこで本研究では既存手法における問題点を改
善し、3D モデルに適応できるテクスチャーを自動生成する。手法としてはまず学習データの処
理、既存手法で用いたデータ形式では 3Dモデルのテクスチャーデータには適応しないため、学
習データの前処理は必要とする。また学習データの前処理による入力と出力も改善する必要があ
る。最後に既存手法に用いる畳み込み層やパラメータは学習データによる調整する。以上の手法
を用いて、生成されたテクスチャーを Unityのマニュアル [16]を参照し、3Dモデルに描画する。
また評価はゲームプレイヤーや 3Dモデルを作成したことがある経験者にアンケートを答えても
らう形で評価を行った。アンケートの内容では 4個のケースを作り、各組の点数を獲得し、t検定
を行った。結果として、本研究の手法と先行手法で生成したテクスチャーを 3Dモデルに描画し
た後、アンケートで点数評価を得て、t検定で有意差があることは判明し、本研究の手法では有効
であると考えられる。
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図 1.1 ゲーム用いる 3Dモデルの実例

図 1.2 UV展開簡単の事例
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図 1.3 GANのアーキテクチャ

1.2 論文構成
第 1章で本研究の背景及び意義について説明する。第 2章で本研究の提案手法を述べる。第 3

章で提案手法による実験を行う。第 4章でまとめを述べる。
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第 2 章

深層学習と入力データの提案手法
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2.1 既存手法の検討
テクスチャー自動生成の技術は様々があり、Frederick ら [17] は実世界のシーンの 3D モデル

にテクスチャーをマッピングする手法について研究しており、実世界のシーンからデータを収集
するのは写真撮影、3Dスキャン、または LiDAR技術の使用も含むデータ収集を行い、それらの
学習データを用いながら色、パターン、表面の特性などを考慮し、テクスチャー生成する。また
L. Grammatikopoulosら [18]は都市の 3Dモデルを自動生成について新しい提案をした。データ
は衛星画像や航空調査などの写真撮影を利用し、CNN と GAN を用いながら生成した。その中
CNNの役割は撮影した都市画像の建物や道路などの識別し、3Dモデル化のための基礎データを
提供した。また GANを用いてリアルなテクスチャー生成やデータ拡張に用いた。
また近年 GAN などの技術が発展することにより、数多くの画像生成手法が現れた。Elad ら

[19]はテキストガイドという新たなテクスチャー生成手法を提案し、震度から画像への拡散モデ
ルを用いる。このモデルは、事前に訓練した震度から画像への拡散モデルを活用し、3Dモデルを
異なる視点からペイントし、テクスチャーが 3Ｄモデルに正確に適用する。また Gaoら [20]は微
分可能な表面モデリングや微分可能なレンダリングなどの技術を用い、高品質な 3Dモデルに用
いるテクスチャーの自動生成も可能となった。しかしそれらの手法には莫大な学習データを使い、
長時間の学習時間を経て、高品質なテクスチャーを自動生成に実現した。また画像から 3Dモデ
ルの再構築を深層学習で実現する技術も発展しており、例えば Hendersonら [21]は 2D画像から
直接テクスチャ付きの 3Dメッシュを生成するため新たな深層学習フレームワークを提案し、複
数枚の画像でテクスチャー付きの 3Dモデルを生成することが可能となった。しかし、深層学習
を用いて、3Dモデルの生成はクオリティやテクスチャーのディテールなどの精度は高いとは言え
ないと考えらえる。
本研究で主に UVテクスチャーに対するスタイル変換によって新しいテクスチャーを生成する
ことを目的とするので、Gaoらと他の研究と比べ、少ないデータから生成を可能にするため、図
2.1で FAMOSのアーキテクチャを示す。参考になった Nikolayら [14]の手法で GANと U-net

を用い、スタイル変換が行えた。それを実現するにはまずアーキテクチャの中に存在する U-net

では 4層のエンコーダとデコーダを使用しコンテンツ画像と座標を受け取る。位置座標を保たれ
まま、その次に混合配列はコンテンツ画像とテンプレートの座標を基づき計算する。この配列は
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メモリテンプレートの各画像に対する重み付きを含み、これらの重みを使用して最終的なスタイ
リゼーションした画像を生成する。混合配列を通じて、ネットワーク、コンテンツ画像に対して
最適なテクスチャーの組み合わせを選択し、それによってリアルなテクスチャーを再現する。こ
のプロセスは、画像生成におけるパラメトリックと非パラメトリックのアプローチの組み合わせ
を表しており、FAMOSの特徴的な側面の一つである。混合配列を使用することで、ネットワー
クは、単にパラメトリックな生成に頼るのではなく、既存のテクスチャーを効果的に活用して、よ
りリアルで複雑な画像スタイリゼーションを実現することが可能である。しかし、Nikolayら [14]

の提案から用いた学習データには優れた生成ができても、本研究において用いた学習データには
適用することは難しい。

図 2.1 FAMOSのアーキテクスチャ

2.2 学習データ
本研究では UV テクスチャーのスタイル変換あるいは模様を変えるため FAMOS という手法
を参考となった。しかし Nikolayら [14]で提供した学習データではわかりやすい特徴がある。人
物画像のデータが多数である。それらのデータを学習するに特化したモデルである故、そのまま
UVテクスチャーを用いることは難しいともいえる。図 2.2でロボット型 3Dモデルの UVテク
スチャーを示す。UVテクスチャーではある程度の前処理を行わないと生成に影響が出る予想が
付けるので、今回では学習データを二つの手法による事前にデータ処理を行う。まず Holger ら
[22]が提案した XDoG と Canny ら [23]が提案した Canny 手法を用いて、学習データの前処理
を行う。図 2.3は XDoGによりエッジ抽出後の UVテクスチャーである。図 2.4は RGBのチャ
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ンネル数を保たれたグレースケールしたである。これを用いて学習を行う。この処理を行う。こ
れにより過学習を防ぐためである。モデルが関連性のない特徴やノイズの多い特徴があれば過学
習につながる可能性が高くなるので、本研究に用いた UVテクスチャーを以上の手法により学習
データを前処理し、必要とする特徴を入力としてモデルに学習させる。

図 2.2 ロボット型 3Dモデルの UVテクスチャー
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図 2.3 XDoGによりエッジ抽出後の UVテクスチャー

図 2.4 グレースケールした後の uvテクスチャー
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2.3 スタイル生成の改善
検証段階では Nikolay ら [14] で提案した FAMOS 手法では UV テクスチャーに適応するこ

とは難しいと考えられ、モデルを UV テクスチャーに適応できる改善が課題となる。図 2.5 で
FAMOSを用いたロボット型 3Dモデルの UVテクスチャーの自動生成画像を示す。生成された
テクスチャーには重複スタイルが多く貼り付けられ、UVテクスチャーの区分の部分がわかりづ
らい。その中にまず一つ目のスタイルの重複である。図 2.6 で FAMOS で生成された UV テク
スチャーを 3Dモデルに貼り付けた結果、(左と右)生成画像を貼り付けた結果、(中)オリジナル
テクスチャーを示す。FAMOS で生成された結果はそのまま用いることは困難だと考えられる。
今回使用したロボット型のオリジナルテクスチャーと比べ、FAMOS手法による生成したテクス
チャーではパーツの区切りが曖昧になり、ロボットのデザインコンセプトが損なわれてしまう。
図 2.7、図 2.8、図 2.9でそれぞれ生成テクスチャーとオリジナルテクスチャー詳細の部位の比較
を示す。この現象になるのは Nikolayら [14]学習の段階でノンパラメトリックなメモリモジュー
ルを用いるからだと考えらえる。ノンパラメトリックなメモリモジュールにはスタイル画像から
サンプリングされたテクスチャーやパターンの断片を格納することにより同じスタイル断片が複
数回使用した可能性があると考えらえる。スタイルの重複問題を改善するため、画像を分割処理
し、部分的から学習を行うことで解決の一つとなる。そしてテンプレート画像を増やすことにも
スタイル重複の問題にも改善できる。
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図 2.5 FAMOSを用いたロボット型 3Dモデルの UVテクスチャーの自動生成画像

図 2.6 FAMOSで生成された UVテクスチャーを 3Dモデルに貼り付けた結果、(左と右)生
成画像を貼り付けた結果、(中)オリジナルテクスチャー
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図 2.7 生成テクスチャーとオリジナルテクスチャー頭部の詳細の比較

図 2.8 生成テクスチャーとオリジナルテクスチャー胸部の詳細の比較

図 2.9 生成テクスチャーとオリジナルテクスチャー武器の詳細の比較
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2.4 入力と出力
Nikolayら [14]提案した FAMOSでは従来の深層学習モデルと違い、コンテンツ画像とテンプ

レート画像二つの部分の学習がある。一枚のコンテンツ画像に対して複数枚のテンプレート画像
を用いて、学習を行うが、そのままロボット型の UVテクスチャーを学習データとして利用でき
ないことが問題点となる。図 2.5は FAMOSを用いたロボット型 3Dモデルの UVテクスチャー
の自動生成画像である。改善するためにはデータセットを増やすことは重要となるが、検証段階
では先行研究の深層学習モデルではコンテンツ画像の入力では複数枚を入力することができると
しても出力は一枚のコンテンツ画像しかない問題点がある。本研究ではコンテンツ画像を 9枚に
分割し、学習を行うが、先行研究のモデルをそのまま用いることはできないため、複数枚の入力
と出力が望ましい、そのため、9個のデータセットを設置し、学習を行う。図 2.10で入力と出力
を変更したアーキテクチャーを示す。

図 2.10 FAMOSを基づく入力と出力を変更したアーキテクスチャ

2.5 評価方法
生成型モデルあるいは生成型機械学習における評価方法はいくつにある。例え、Heuselら [24]

による FIDという指標評価を提案し、主に生成された画像と実画像の分布の距離を計算し、モデ
ルの性能を評価するが、FID は Christian ら [25] 開発した Inception v3 モデルの最後のプーリ
ング層を用いたことにより、Inception V3モデルでは主に人顔や物などの画像を主なデータセッ
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トを使い、分類学習に用いたが、Nunnら [26]の研究において FIDを利用し、生成画像の評価も
行った。結論としては FIDは知覚的品質が低い画像に適切なスコアを割り当てない可能性がある
と論じた。本研究では UVテクスチャーあるいは 3Dモデル用のテクスチャー生成を目的とする
ので、それらの指標評価をそのまま用いることが困難である。
本研究で用いる評価はゲーム経験者と 3D モデルの制作者に生成したテクスチャーとテクス
チャーを貼りつけた後の 3Dモデルを示し、アンケートを答えてもらうの形で評価を行う。
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第 3 章

実験
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3.1 実験環境
表 3.1 は本研究における実験環境である。生成した uv テクスチャーをゲームエンジン Unity

による描画し、最後に評価を行う。

表 3.1 実験環境

開発環境 Google Colaboratory

GPU NVIDIA A100

開発言語 Python

ライブラリ Pytorch

ゲームエンジン Unity

3.2 学習データの前処理
3.2.1 コンテンツ画像の分割

深層学習においては莫大なデータセットを用いて、学習を行うのが一般的である。例えば T

Karras らの PGGAN や SYTLEGAN などの深層学習モデルの学習では 10 万枚以上高解像度
データセットを用いることで高品質な画像生成を果たしたこともある。しかし分野の中にも医療
画像の学習データは普段の車や人顔などの画像より極めて少ない場合もある。それらデータが少
ない分野における深層学習モデルの学習では Miko lajczyk ら [27] が提案した画像処理の方法で
データ拡張を行うことで、モデルの精度を上がることもできると考えられるが、本研究では一つ
の 3Dモデルに対して、テクスチャを生成するため、画像の回転や反転などのデータ拡張手法で
は用いることは効果が著しくない場合もあるため、画像をグレースケール処理やエッジ抽出処理
した画像を分割処理する。図 3.1と図 3.2はそれぞれ図 2.3で画像がエッジ抽出と図 2.4はグレー
スケールした処理した後分割したコンテンツ画像である。9枚を分割し、テクスチャーの部分的か
らスタイルを貼りつける。メリットとしては区分がわかりやすくになる。
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図 3.1 エッジ抽出後のテクスチャーを分割した後のテクスチャー
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図 3.2 グレースケールした後のテクスチャーを分割した後のテクスチャー

3.2.2 テンプレート画像の分割

本研究で用いるテンプレート画像は主に画像からのスタイルをコンテンツ画像に貼りつくため
に存在する。特定あるいは主観的にスタイルを用いるため数の少ないテンプレート画像を用いる
場合もあると考え、テンプレート画像にも分割処理を行う。もし一枚のテンプレート画像だけを
用いる場合にはスタイルが重複されることが起こりやすくなる。学習を行うにはテンプレート画
像にも分割処理をする。図 3.3は分割処理したテンプレート画像である。
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図 3.3 分割処理したテンプレート画像

3.3 パラメータの調整
本研究で用いるデータセットの独特性に対してはパラメータの調整も行う。今回使用したデー
タセットでは解像度の低いコンテンツ画像とテンプレート画像一枚ずつを用意しかなり少数な
データであり、データ拡張をした後にもかなり少数なデータでもある。それを対応するため、ま
ず、畳み込み層を減ることで過学習のリスクを軽減する。式 (3.1)は目的関数であり、λの値を常
に 1とする。これにより、元のテクスチャーあるいはコンテンツ画像に沿った画像を生成するこ
とができる。最後にエポックごとに学習量を減らす。学習量を減らすことにより、学習回数も減
らす。図 3.4と図 3.5はエポックごとに学習回数 250回とエポックごとに学習回数 10回の場合の
損失のグラフである。エポックごとに学習回数が上回ると過学習がしやすくなることがわかる。
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図 3.4 エポックごとに学習回数 250回

図 3.5 エポックごとに学習回数 10回

G∗ = argmin(G)argmax(D)Ladv + λLcontent (3.1)

3.4 画像生成
本研究における画像生成では画像の分割手法と入出力の特性で、合成処理を行った。図 3.6で

グレースケール処理後の生成したロボット型 3dモデルのテクスチャーを示す。このグレースケー
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ル処理後に生成されたテクスチャーを合成処理に用いる。図 3.7 は XDoG 処理後の生成したロ
ボット型 3Dモデルのテクスチャーである。この生成は代表的な二枚の UVテクスチャーを出力
した。図 3.8は Unity上で描画した 3Dモデル、(左)コンテンツ画像をグレースケール変換後の
生成テクスチャー、(中)オリジナルテクスチャー、(右)コンテンツ画像をエッジ抽出後の生成テ
クスチャーを示すように生成した UVテクスチャーを用いて Unity上で描画した模様である。図
3.9、図 3.10,図 3.11でオリジナルテクスチャーと生成テクスチャーを 3dモデルに貼り付けた後
の各部位の詳細を示す。このように本研究の手法による出力結果ではオリジナルテクスチャーに
対して、各パーツの特徴を多く保ったまま、カラーリングを変更することは可能になった。図 3.8

は右にあるエッジ抽出後の生成テクスチャーを Unity 上で描画した画像は xDoG 手法によりカ
ラーリングはグレースケールより色がより均一であるが、エッジ抽出により、輪郭、あるいは区
分がグレースケールよりわかりずいところもある。またこれらの判断を付けるため、本研究では
アンケートの形でゲーム経験者や 3Dモデルを制作した経験のある者にオリジナルテクスチャー
と生成テクスチャーを用いた unity上で描画した後の画像を用意し、点数評価を行う。
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図 3.6 グレースケール処理後の生成したロボット型 3Dモデルのテクスチャー
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図 3.7 XDoG処理後の生成したロボット型 3Dモデルのテクスチャー
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図 3.8 Unity 上で描画した 3D モデル、(左) コンテンツ画像をグレースケール変換後の生成
テクスチャー、(中)オリジナルテクスチャー、(右)コンテンツ画像をエッジ抽出後の生成テク
スチャー

図 3.9 オリジナルテクスチャーと生成テクスチャーを 3dモデルに貼り付けた後の頭部の詳細

図 3.10 オリジナルテクスチャーと生成テクスチャーを 3dモデルに貼り付けた後の胸部の詳細
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図 3.11 オリジナルテクスチャーと生成テクスチャーを 3dモデルに貼り付けた後の武器の詳細

3.5 評価
画像生成系深層学習は主に GANのフレームワークを用いて様々な先行研究があったが、それ
らの生成画像に対して、指標評価を利用し、客観的な評価を行うことは多数存在する。また、Xu

ら [28]の研究においては近年でよく用いられる指標評価を調査した。例えば Salimansら [29] が
開発した Inception Score は生成された画像の品質や多様性を評価するために多数の先行研究に
用いられるが、すべての側面を完全にとらえることはできないと論じた。また Heusel ら [24] が
開発した FIDという指標評価では実際の画像と生成された画像を統計的な距離を計算するが、こ
の指標評価は VGG16を基づいで、評価が行うので、サンプルベースの原因で評価にも影響が出
した。そして本研究では 3Dモデルの UVテクスチャーを生成するため、普段の評価指標を用い
ることは困難であるため、アンケートの形で評価を行う。またアンケートについてはオリジナル
テクスチャーと各手法を用いた生成された UVテクスチャーを 3Dモデルに描画し、それぞれの
画像に対して、どの程度パーツの特徴が保たれているかを回答者に 10点満点で答えてもらった。
図 3.12と図 3.13は本研究の手法により生成した UVテクスチャーを 3Dモデルに描画した後の
画像である。図 3.14と図 3.15は FAMOS手法を用いて生成した UVテクスチャーを 3Dモデル
に描画した後の画像である。
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図 3.12 本研究の手法を用いた生成したテクスチャーケース 1

図 3.13 本研究の手法を用いた生成したテクスチャーケース 2
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図 3.14 先行手法を用いた生成したテクスチャーケース 3

図 3.15 先行手法を用いた生成したテクスチャーケース 4

そして、アンケートによる収集したデータをエクセルにて計算する。表 3.2は各ケースの回答点
数である。ケース 1とケース 2は本研究の手法を用いた生成された画像を利用した。またケース
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表 3.2 各ケースの回答点数各ケースの回答点数

ケース１ ケース２ ケース３ ケース４
8 3 1 3

8 6 2 2

8 10 6 5

10 8 7 6

9 8 7 7

8 6 3 4

8 3 0 0

9 8 7 6

10 9 8 7

8 4 3 3

表 3.3 t検定によるアンケートデータの有意確率

有意確率 ケース 1 ケース 2

ケース 3 0.000170 0.000019

ケース 4 0.000594 0.001097

3とケース 4では FAMOS手法そのまま用いた結果となる。ただし、アンケートによって取った
点数を平均値だけで評価するには有意かどうかはわかりづらいと考える。馬場 [30]による論じた
t検定では多数の検定方式があり、場合による用いるべきだと論じた。今回では本研究の手法と先
行研究の FAMOS手法両方を用いて、生成した画像を比較するので、平均値の差の検定を用いる
ことは正しいではないかと考えられる。これらのデータを用いて、t検定を行い、データの有意差
を判別する。今回実施する t検定は一対の標本による平均の検定を用いた。まずケース 1はケー
ス 3とケース 4のデータをそれぞれ検定を行った。またケース 2はケース 3とケース 4をそれぞ
れ t検定を行った。表 3.3で t検定によるアンケートデータの有意確率の結果を示す。t検定の結
果を示したようにケース 3とケース 4はそのまま FAMOS手法を用いた生成であるが、ケース 4

はケース 3よりスタイルと区分が少し良くなっていることで、有意確率 pの値も少し高くなる。
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本研究では、ゲーム制作における 3Dモデルを作るのに莫大な時間をかかる問題を着目した、制
作の効率を上がるため深層学習手法を用いて、UVテクスチャーの自動生成の研究である。
従来の GAN の画像生成では画像のスタイルあるいは模様を変えたりすることが多く、学習

データの中の見たことのない画像を生成することは目的となる。それに伴い、莫大な学習データ
を用いることになる。しかし本研究の研究対象は 3Dモデルの UVテクスチャーであるため、莫
大な学習データを用いることは難しいので、そこで、先行研究である FAMOS 手法では、GAN

と U-netを用いて少ない学習データで画像のスタイルをコンテンツ画像に移行することができた。
この特性を着目し、本研究の学習データ UVテクスチャーを用いて学習を行ったが、結果として
はスタイルの移行ができていても、3Dモデルに生成したテクスチャーを描画した後パーツの特徴
がほとんど失われている問題点とスタイルが単一すぎる問題点があった。原因としては、本研究
を基づく先行手法 FAMOSでは、ノンパラメトリックのメモリモジュールを用いて、速やかにテ
ンプレート画像からスタイルをコピーし、コンテンツ画像に移る手法であるため、正規分布など
の手法を違って、少ない学習データの中繰り返して、スタイルを用いることになってしまう。し
かし正規分布や主成分分析などの統計的な分布を用いると多様かつ大量の学習データでないと、
多くの特徴を捨ててしまい、うまく生成ができない問題点もあるため、本研究ではノンパラメト
リックのデータ分布をそのまま利用し、解決策を考えた。このような問題を改善するため、本研
究では、画像の分割手法と出力と入力、またはグレースケール処理と XDoG処理を行って、はっ
きりとするパーツの特徴または豊かなスタイルが持つ UV テクスチャー生成ができた。つまり、
意匠性がある程度に保たれた UVテクスチャーを生成した。そして、意匠性のあるかどうかを確
認するため、評価にも必要となる。従来の研究に用いる評価方式は指標評価を用いることは多数
であるが、指標評価におけるサンプルベースの原因で利用することは困難である。そのため、本
研究ではアンケートの形で実際に生成した UVテクスチャーを 3Dモデルに描画し、オリジナル
の 3Dモデルと並び、画面を見ながら回答者に 10点満点で答えてもらった。回答した点数を t検
定で有意差を計算し、結果を評価した。
今までの研究で生成した UVテクスチャーを 3Dモデルに描画し、パーツの特徴をある程度に

保たれた。しかし、入力の手法では一枚ずつの入力となり、スタイルはある程度豊かになったが、
制御できないため、一枚だけの学習データを入力するよりは均一性がなくなってしまう。この問

32



題については今後の課題として検討する必要がある。また今後の展望としては、今回はロボット
型のテクスチャーを対象として実験を行ってきたが、今後では人型やモンスターなどの UVテク
スチャーを学習データとして、本手法の適用性を検討することも一つの課題となる。そして今回
用いたロボット型の UVテクスチャーでは武器や頭部などのテクスチャーの並びは散乱であるが、
もしこれらの部分を別々に分割して、学習を行うことにより、どのような結果があるのかも今後
の課題になる。最後に本研究で用いる評価では回答者たち主観的な評価であり、結果としては本
手法の有効性を示したが、他に客観的あるいは数学的な評価方法で評価することも課題の一つで
ある。
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